Generalizacja i regularyzacja
sieci MLP



Generalizacja

Warto$¢ funkcji btedu dla zbioru treningowego moze osiggnaé 0.
Czy to znaczy, ze mamy najlepszy model?
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Rys: http://neuralnetworksanddeeplearning.com/
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Generalizacja

Warto$¢ funkcji btedu dla zbioru treningowego moze osiggnaé 0.
Czy to znaczy, ze mamy najlepszy model?
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Generalizacja

@ Celem uczenia jest generalizacja, zdolno$¢ modelu do
uogdlniania wiedzy pozwalajacej przewidywaé wyniki dla
nowych, nieznanych danych

o W praktyce dazymy do minimalizacji btedu na danych, ktére
nie zostaty uzyte w treningu (tzw. zbiér testowy)

@ Zbiér walidacyjny to wyodrebniony fragment danych
(najczesciej ze zbioru uczacego) pozwalajacy oszacowaé btad
generalizacji w trakcie procesu uczenia.

Jest przydatny przy okreslaniu punktu zatrzymania treningu.
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Rozmiar sieci
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@ liczba wag okresla liczbe stopni swobody - liczba prébek
uczacych powinna by¢ zwykle wielokrotnoscia liczby
parametréw, (np. 10-krotnoscig liczby wag)

@ za duzo wag — ztozony model ,uczy sie na pamiec”

(przeuczenie)

@ za mato wag — model zbyt prosty w stosunku do problemu

(niedouczony)
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Rozmiar warstwy ukrytej

Zdolnos¢ uogdlniania w problemie aproksymacji
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Rozmiar warstwy ukrytej

Zdolno$¢ uogdlniania w problemie klasyfikacji

3 hidden neurons 6 hidden neurons 20 hidden neurons
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@ niedouczenie - btad treningowy i walidacyjny pozostaja duze

@ przeuczenie - btad walidacyjny rosnie a btad treningowy maleje

Rys: Riedmiller, Machine Learning

Sieci Neuronowe 8



Metody regularyzacji sieci neuronowych

Regularyzacja to metody, ktérych celem jest poprawienie
generalizacji
@ dobdr wielkosci modelu (ilosci neuronéw i wag), preferowane
s3 najprostsze rozwiazania (brzytwa Ockhama)
e sposrdd wielu modeli wybierz ten o najmniejszym btedzie
walidacyjnym i najmniejszej liczbie parametréw (neurondéw)
e pruning - usuwanie nadmiarowych potaczen lub neuronéw z
wytrenowanej sieci
o metody konstrukcyjne (rosnace) - zacznij od najprostszego
modelu i zwiekszaj jego ztozono$¢ w kolejnych iteracjach
e sieci ontogeniczne - rozrastajace sie i kurczace sie w czasie
treningu
@ wymuszanie matych absolutnych wartosci wag lub ich
zanikanie
e wagi zerowe oznaczaja brak potaczenia
e neurony sigmoidalne z matymi wagami s3 w przyblizeniu
liniowe
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Regularyzacja

e modyfikacje funkgcji kosztu wymuszajace odpowiednia
strukture sieci, np. wymuszajace minimalizacje wartosci wag

E(w) = E(w) + AQ(w)

gdzie A > 0 steruje wielkoscia regularyzacji

@ wczesne zatrzymanie (early stopping) - strategia polegajaca
na przerwaniu procesu uczenia zanim wystapi przeuczenie (np.
gdy btfad walidacyjny zacznie rosna¢)

@ zwiekszenie rozmiaru zbioru uczacego - wiecej danych pozwala
na lepsze dopasowanie modelu do problemu

@ przetransformowanie danych do takiej postaci, ktéra zwiekszy
szanse znalezienie optymalnego rozwiazania (ekstrakcja cech,
normalizacja, itp.)

@ selekcja cech - wybdr tylko istotnych zmiennych do treningu

@ dodanie szumu do wag lub do danych uczacych

@ usrednianie wynikéw z wiely modeli, np.: boosting, bagging
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Trening i walidacja

@ uczenie sieci minimalizuje btad treningowy a nie btad
generalizacji

@ zbiér walidacyjny pozwala oszacowaé btad generalizacji w
trakcie treningu. Wydzielany ze zbioru treningowego, wiec
powoduje zmniejszenie liczby dostepnych prébek uczacych.

@ zbiér testowy uzywany wytacznie do ewaluacji nauczonego
modelu

Original Data

Training Data ‘ Testing Data

‘ Training Data Validation Data = Testing Data

Model

Rys. S. Mostafa Eissa, " Introduction to Machine Learning , 2016
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Walidacja krzyzowa (kroswalidacja)

e Kroswalidacja (walidacja krzyzowa) - metoda pozwalajaca na

oszacowanie btedu generalizacji i wariancji modelu poprzez
powtarzanie treningu i ewaluacji na kolejnych podziatach
zbioru uczacego

@ k-krotna kroswalidacja - dzieli zbiér na k czesci, gdzie k — 1
czesci jest uzywanych do treningu a reszta do testu

e kroswalidacja leave-one-out (LOO) - rodzaj kroswalidacji,
gdzie N jest réwne liczbie wektoréw uczacych, tj. trening
odbywa sie na N — 1 przypadkach, predykcja dotyczy
pojedynczego przypadku. Stosowane dla bardzo matych

danych.
@ Sredni bfad wyznaczany jest z k treningdw (foldéw)
,,,,,,,,,,,,,,, e
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Woczesne zatrzymanie

minimal
validation error

validation

average error

training

|

‘ number of training epochs
early stopping
stop training at this point

Strategie:

@ przerwij trening w momencie, gdy btad walidacyjny zacznie
rosna¢ (np. gdy brak poprawy przez k epok). Czesto
wystarczy tylko kilka iteracji.

@ trenuj przez N epok i zapamietaj model o najmniejszym
btedzie walidacyjnym wyznaczonym po kazdej epoce

Rys: Riedmiller, Machine Learning
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Wymiar Vapnika-Chervonenkisa

Wymiar VCyim,(H) w klasie hipotez H to najwieksza liczba
przypadkéw uczacych, ktérag H jest w stanie rozbié, tj. podzieli¢
przy dowolnej kombinacji etykiet (2V mozliwosci w przypadku 2
klas)

3 punkty rozbijane 4 punkty nierozbijalne

Dla perceptronu z 2 wejsciami y = wixy + woxo + b
VCgim(Perceptron(R?)) = 3
W przestrzeni RY mamy (d + 1) parametréw stad

VCyim(Perceptron(R?)) = d + 1
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Twierdzenie Vapnika-Chervonenkisa (Vapnik, 1995)

Btad generalizacji Eg(h) hipotezy h pochodzacej z klasy hipotez H
o skonczonym wymiarze VCyiny wytrenowany na N przypadkach
uczacych jest ograniczony przez sume btedu na zbiorze uczacym
Et(h) oraz wyrazenia zaleznego od liczby prébek N i wymiaru
VCdim

VCgim (H) - (1 1 log (chz’(H)» — log (%)
N

Eg(h) < Er(h) +

z prawdopodobiefstwem 1 — ¢ jezeli VCy;m(H) < N.

V. Vapnik (2000) The nature of statistical learning theory
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Minimalizacja ryzyka strukturalnego

Structural risk minimization (SRM) (Vapnik) zasada
réwnowazenia ztozonosci modelu wzgledem jego zdolnosci do
dopasowywania si¢ do danych

]
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training/generalization error (bound)
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@ im bardziej ztozony model 'tym wiecej potrzeba danych
uczacych do uzyskania satysfakcjonujacego bfedu
generalizacji

@ jesli znamy VCy;, klasyfikatora to mozemy oszacowac ile
prébek uczacych jest potrzebnych aby uzyskaé
satysfakcjonujacy btad generalizacji

Rys: https://julien-vitay. net/lecturenotes-neugf)e%(f/wgﬁl}'&%/\/?e— linear/6-LearningTheory. html


https://julien-vitay.net/lecturenotes-neurocomputing/2-linear/6-LearningTheory.html

Dobér ztozonosci sieci

Rule of thumb Ve
E ~ dim
G (W) N

prawdopodobienstwo przeuczenia roénie, gdy VCgim > N

ztozonoé¢ VCyin, sieci neuronowej jest proporcjonalna do
liczby wag N,

VCyim = N,, dla MLP z binarnymi funkcjami aktywacji
VCgim ~ 2N,, dla MLP z sigmoidalnymi funkcjami aktywacji

regularyzacja zmniejsza VCy;,, modelu

dla ztozonych modeli wyznaczenie VCyjp, jest trudne

w praktyce: minimalna liczba prébek uczacych powinna by¢
co najmniej 10-krotnosciag wymiaru VC

N > 10VCyim

Sieci Neuronowe
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Regularyzacja L,

Regularyzacja L, (weight decay, regularyzacja Tichonova) - dazy
do zmniejszenia warto$ci wag

A

E(w) = E(w) + %A Z W

gdzie A > 0 decyduje o sile regularyzacji (typowo A = 0.01
lub 0.001)

Zmniejszane s3 wszystkie wagi w trakcie uczenia.
Korekta wag W;; w stosunku do wersji nieregularyzowanej w;;

Wi = (1 — An)wy
w(n+1) = (n) — 7V E(w)
Mozliwe modyfikacje:

@ wagi, ktére zmalaty ponizej pewnego progu moga by¢ usuniete
e usuwamy neurony dla ktérych Y~ |w;| jest bliskie zeru

Sieci Neuronowe 18



Regularyzacja

A =0.001 A =0.01

Rys: http://cs231n.github.io/neural-networks-1/
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Zmodyfikowana regularyzacja L,

W przypadku regularyzacji L, wartosci wszystkich wag maleja.
Ponizsza modyfikacja zachowuje wagi o duzych warto$ciach

E( )= )+ Azl—i—w

Korekta wag W;; w stosunku do wersji nieregularyzowanej w;;

1

W,'j: ]_—)\17 5
<1—|—W,-Jz->

Wi

e dla matych wag wj; < 1 réwnowazne z L;

o dla duzych wag w;j; > 1 regularyzacja zanika

Sieci Neuronowe 20



Zmodyfikowana regularyzacja L,

Zmodyfikowany czton kary wykorzystywany do eliminacji
niepotrzebnych neuronéw w warstW|e

E(w) = )+ A21+ka

Minimalizacja E powoduje:

e eliminacje potaczen (wagi zanikaja)

e eliminacje neuronéw dla ktérych Y, |wjx| jest bliskie zera
Regularyzowana zmiana wag zalezna jest od wartosci w;;

1+22W§(

k#j

)

@ mate wartosci wag wj, prowadzace do i-tego neuronu zanikaja

W,'j: 1—)\1’] W,'J'

e duze wartosci wag Y |wik| neuronu niweluja wptyw czynnika
korekcyjnego
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Regularyzacja L;

N

E(w) = E(w) + A Y |wy

VE(w) = VE(w) + Asgn(w)

regularyzacja wptywa na gradient ze stata wartoscig (zalezy tylko
od znaku wj)

R wj— Ay dla w; >0
W — ij ij
T \wi Ay dla w; <0

Regularyzacja L; daje rzadsze rozwiazanie od Ly, tzn. dazy do
rozwigzania o mniejszej liczbie niezerowych wag
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Metody wrazliwosciowe redukcji sieci

@ Eliminacja wag na podstawie ich wptywu na warto$¢ btedu
e Wagi o matej wartosci |w;| s3 mniej istotne od duzych wag
@ Wrazliwo$¢ potaczenia wyznaczana dla nauczonej sieci o
btedzie E
Sij=E—E(w; =0)
gdzie E(wj; = 0) to btad sieci po usunieciu wj;
@ Potaczenia o najmniejszej wrazliwosci usuwa sie po czym siec
jest douczana

e Usuwamy neuron dla ktérego wszystkie dochodzace (lub
wychodzace) potaczenia s3 wyzerowane

Sieci Neuronowe 23



Optimal Brain Damage (LeCun)

Zatozenie: hesjan H jest diagonalnie dominujacy, wiec
uwzgledniamy tylko sktadowa diagonalna.

Z rozwiniecia funkcji btedu E w szereg Tylora i przyjmujac
VE = 0 (punkt zbieznosci dla wytrenowanej sieci) otrzymujemy
oszacowanie zmiany btedu:

1 1
AE ~ 5AWTHAW =5 Zi:H,-,-AW,?

Wspédtczynnik istotnosci wagi

19%E ,
= ——FW:
28W,-2 !

Si

Wagi o najmniejszym S; moga by¢ usuniete z wytrenowanej sieci.

Sieci Neuronowe
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Optimal Brain Damage

Algorytm redukcji sieci OBD

1. Wstepne uczenie: sie jest w petni uczona na dostepnych
danych, az osiagnie lokalne minimum funkgcji celu

2. Wyznacz diagonalne elementy hesjanu oraz wartosci
wrazliwoéci S; dla kazdej wagi w;

3. Posortuj wagi zgodnie z rosnacymi warto$ciami S; i obetnij te
o najmniejszych wartosciach (zazwyczaj 1-5% wag)

4. Wro6¢ do punktu 1
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Redukcja neuronéw o matej aktywnosci

@ Neurony o niewielkiej aktywnosci (ktérych sygnat wyjsciowy
nie zmienia sie dla catego zbioru treningowego) mozna usunaé
bez szkody dla generalizacji

@ duza aktywno$¢ neuronu $wiadczy o jego przydatnosci

@ modyfikacja funkcji kosztu z czynnikiem kary za zbyt mata
aktywnos$¢ neurondéw (Y. Chaurin)

E= E—I—AZZe

i=1j=

gdzie Aj; oznacza zmiane sygnatu wyjsciowego i-tego neuronu
dla j-tego wektora treningowego
@ przyktadowy czynnik korelacyjny

1
T 1L A2
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